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해상 전장 환경에서의 협력적 멀티 에이전트 강화학습
적용을 위한 시뮬레이터의 설계 및 구현
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Design and Implementation of a Simulator for the Application of
Cooperative Multi-Agent Systems in Naval Battle Environments
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요 약

최근 4차 산업혁명 기술의 발전에 따라 해양 방위 산업 부문에서도 혁신적인 미래 무인체계 연구가 활발하게

이루어지고 있다. 특히 최근 들어 멀티 에이전트 군집제어 기반의 무인체계 시스템 기술에 대한 관심이 높아지고

있다. 멀티 에이전트 강화학습 기술은 멀티 에이전트 군집제어와 같은 복잡하고 동적인 특성을 갖는 문제를 해결

하기 위한 효과적인 기술로 인정받고 있으며, 다양한 알고리즘의 개발과 성능분석을 위해서는 실제 멀티 에이전트

운영환경에서의 모델 학습과 테스트를 수행할 수 있도록 하는 시뮬레이터가 필수적이다. 그러나 실제와 비슷한 해

상 전장 환경에서의 멀티 에이전트 알고리즘 검증을 위한 공개 SW 기반 시뮬레이터가 존재하지 않는다. 따라서

본 논문에서는 강화학습 알고리즘을 이용한 USV(Unmanned Surface Vehicle) 협력 시나리오 기반 전장 환경 시

뮬레이터의 설계 및 구현 사례를 소개한다. 구현된 시뮬레이터에서 규칙 기반 알고리즘을 적용한 적 USV와의 전

투 테스트를 통해 멀티 에이전트 알고리즘들의 학습 성능을 비교한다.

키워드 : 멀티 에이전트, 군집제어, 강화학습, MA-POCA, USV, 해상 무기 체계

Key Words : Multi-Agent, cluster control system, reinforcement learning, MA-POCA, USV, Naval weapon
system

ABSTRACT

With the recent changes in the technology and industrial system of the 4th Industrial Revolution, research on innovative

future unmanned systems continues to increase in the marine defense industry sector. There is a great interest in

multi-agent cluster control systems in unmanned systems. In the case of multi-agent cluster control systems, there are

usually many complex and dynamic problems, so reinforcement learning algorithms are effective to solve these problems.

However, there is a deficiency in simulators for verifying multi-agent algorithms in a realistic naval battle environment.

Therefore, this study proposes a simulator based on cooperative scenarios of Unmanned Surface Vehicles (USVs) utilizing

the MA-POCA (Multi-Agent Posthumous Credit Assignment) reinforcement learning algorithm. Implemented simulator

is utilized to compare the learning performance of various multi-agent algorithms through combat tests with simulated

adversaries, specifically rule based USVs.
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Ⅰ. 서 론

최근해군은미래국방의발전을위해 2040년대함
대사령부를 감축하고 해양무인전력사령부를 창설해
해양무인체계운용을목적으로한연구및개발을추

진하는등해양무인체계발전에관심을기울이고있
다.[1]

현재, 무인체계 연구는 독립적인 무인기의 임무 수

행을지향하고있다. 강화학습기술을사용한해양전
투싱글에이전트적용연구와같이, 특정환경에서의
싱글 에이전트 적용 연구 결과는 이미 발표된 바 있

다.[2]

이와 다르게 멀티 에이전트 시스템은 독립적인 여
러에이전트들이서로상호작용하는시스템이다. 싱글

에이전트는 에이전트 개인의 목표를 달성하려는 반면
멀티 에이전트는 에이전트 개인의 목표가 아닌 공동
의 목표 달성을 우선시한다. 실제 해전 관련 임무 수

행 시, 한 척의 전함이 동작하지 않고 다수의 전함이
함께 임무를 수행하는 경우가 대부분이다. 이러한 점
들을 고려하여 다수의 에이전트들 간 협력을 통해 공

동의 목표를 달성할 수 있는 멀티 에이전트 시스템을
활용하는 것이 유용하다.

무인체계의연구및개발에있어서, 양질의데이터

를 수집하기에 적합한 학습 환경을 조성하는 것이 가
장 중요하다. 즉, 양질의 데이터를 제공하는 시뮬레이
터는 중요한 요소가 된다. 시뮬레이터에서 멀티 에이

전트강화학습의알고리즘증명및개발, 성능테스트
를 할 수 있다. 에이전트는 시행착오 방식을 통해 강
화학습을 수행하기 때문에 실제 환경에서 학습하는

것이불가능하다. 특히에이전트가특수목적으로활
용되거나 복잡한 사고를 요하는 경우, 환경으로부터
점진적으로 경험을 쌓는 학습이 중요한 요소로 작용

하기때문에적절한학습환경조성이필수적이다. 해
전에서는 지형적 특성과 복잡한 전투 상황을 고려하
여에이전트를학습시켜야한다. 따라서시뮬레이터를

활용해 에이전트들이 실제 해전에서도 대처할 수 있
는수준의학습이진행된다면, 학습을통해얻은협력
과 경험으로 에이전트들이 상황을 해결하고 대처할

수 있는 기반이 된다.

다중 에이전트 학습 기능을 지원하는 대표적인 시
뮬레이터로는 SMAC (StarCraft multi-agent

challenge)이있다.[3] SMAC은실시간전략게임인스
타크래프트2 환경에서 협력적인 다중 에이전트 학습
문제를 해결하기 위해 연구 및 평가를 위한 표준화된

벤치 마크를 제공한다. SMAC에서는 제한적인 방향

으로만 움직이는 에이전트를 사용하고, 낮은 지형과
대비되는 하이 그라운드 지형을 사용하여 몇몇 유닛
만 통과할 수 있는 가상 환경을 구성한다. 이와 다르

게 해양 전투 시뮬레이터는 실제 해양 환경과 유사하
다는 특징을 가진다. 배의 회전과 추진력을 고려하여
실제와비슷한행동공간을사용하고, 높이차이가존

재하는 지형 대신 섬과 같은 장애물 지형 및 조류와
같은 해양 지형을 배치하여 해양 환경과 유사하게 구
성해야 한다.

본 논문은 멀티 에이전트 강화학습을 활용한 무인
전함 체계 시뮬레이터를 구현한다. 실제 상황과 유사
한 환경에서 무인체계의 학습 진행을 목표로 해상 전

장과 에이전트, 타겟, 지각 센서, 미사일 시스템 등을
시뮬레이터에구현한다. 또한해당시뮬레이터는다양
한 전투 상황에서 무인 전함 체계 학습이 가능하고,

그 결과를 가시화하는 기능을 제공한다.

Ⅱ. 관련 연구

2.1 유니티(Unity)
유니티(Unity)는 2D, 3D 비디오 게임 및 3D 애니

메이션, 가상현실등다양한반응형콘텐츠제작개발

환경을 제공하는 통합 저작 도구이다.[4] 유니티는 크
로스 플랫폼으로써 다양한 플랫폼에서의 실행이가능
하다. 위와같이유니티는접근성과범용성이좋아게

임 엔진[5] 뿐 아니라, 무인 운용 산업[6], 시뮬레이터
개발[7] 등 다양한 분야에서 활용되고 있다.

특히, 유니티는 특수 목적 시뮬레이터 개발에 유용

하다. ADAS 전방카메라를적용한자율주행차량시
뮬레이터 개발[8], 자율주행 배송로봇을 적용한 도시
설계시뮬레이터개발[9], 로봇공학애플리케이션을위

한 실시간 유니티 3D-MatLab[7] 등등 여러 연구 목적
을 달성하기 위해 유니티를 사용한다. 또한 유니티는
실시간 3D 그래픽 및 물리 시뮬레이션을 지원하여,

시뮬레이션 환경 속 오브젝트 간의 상호작용 결과를
실시간으로 확인할 수 있다.

2.2 ML-Agents 툴킷
ML-Agents는 유니티에서 개발된 오픈소스 기계학

습프레임워크로, 유니티게임엔진과강화학습기술을
결합하여 AI에이전트를 개발하고 학습시킬 수 있는
도구이다. 이 프레임워크의 구조는 학습 환경과 학습

알고리즘으로 구성된다.

학습환경은크게에이전트, 브레인, 아카데미로구
성된다.[10] 에이전트는 환경으로부터 관찰을 통해 환
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경 정보를 가져오고 브레인으로부터 받은 행동을 수

행하며행동수행결과로보상을받는주체자이다. 브
레인은 하이퍼파라미터 값을 설정할 수 있고 같은 그
룹에 속해 있는 에이전트들의 관찰값을 하나로 합치

는역할을담당한다. 아카데미에는외부커뮤니케이터
(External Communicator)가 존재한다. 외부 커뮤니케
이터는 브레인으로부터 받은 모든 에이전트들의 관찰

및 보상을 수집하여 기계학습 알고리즘을 수행하는
외부 파이썬 프로그램에 메시지를 송신하는 역할을
수행한다. 또한, 외부 파이썬 프로그램에서 수신한 메

시지를 브레인에게 전달하여 에이전트들이 환경과 상
호작용이 가능하도록 학습 데이터를 수집 및 관리한
다. 이렇듯 학습 환경은 에이전트가 관찰할 수 있는

상태를 제공하고, 학습 알고리즘을 통해 얻은 행동을
수행하며, 보상을 받도록 구성된다.

학습 알고리즘은 크게 2가지로 ML-Agents 내부에

정의되어 있는 알고리즘을 사용하거나, ML-Agents에
서 제공하는 함수를 사용해서 직접 개발된 알고리즘
을 사용할 수 있다. 학습 알고리즘의 종류로는 PPO

(Proximal Policy Optimization)[11], SAC (Soft Actor

Critic)[12], MA-POCA (Multi-Agent Posthumous

Credit Assignment)[13]와 같은 싱글 및멀티에이전트

강화학습 알고리즘이 있다. 그 이외의 알고리즘들 은
ML-Agents에서제공하는함수를이용하여적용할수
있다.

2.3 멀티 에이전트 강화학습 알고리즘
멀티에이전트강화학습알고리즘은싱글에이전트

강화학습 알고리즘과 달리 다수의 에이전트가 협업

또는 경쟁하는 알고리즘을 의미한다. 멀티 에이전트
강화학습에는 두가지 프레임워크가 존재한다.

각 에이전트가 개별로 행동 가치 함수를 학습하고
분산형 실행을 하는 DTDE(Decentralized Training

and Decentralized Execution) 메커니즘이 있다. 에이

전트가 서로 통신할 수 없는 환경에서는 효과적이지
만 부분적 관찰값을 이용하기 때문에 전체 상황에 대
해 알기 어렵고 에이전트들 간의 상호작용을 고려하

지 않아 협력이나 경쟁을 효과적으로 다루기 어려운
단점이 있다.[14]

네트워크학습에는모든에이전트의관찰값들을사

용하고, 실행 단계에는 개별 에이전트가 각각의 개인
관찰값을 사용하여 독립적으로 행동하는 CTDE

(Centralized Training and Decentralized Execution)

메커니즘이 있다. 타 에이전트들의 행동을 이해하고
있기 때문에 비정상성 문제를 해결하기에 효과적이지
만 에이전트가 서로 통신할 수 없는 환경에서는 사용

하기 힘들다.

2.3.1 IPPO (Independent Proximal Policy

Optimization)[15]

DTDE 메커니즘중하나인 IPPO는개별에이전트

가 각각 자신의 행동 정책 및 행동 가치 함수를 학습
을하는 정책경사함수기반알고리즘이다. 이때각
에이전트의 행동 가치 함수의 학습으로 PPO

그림 1. Unity ML-Agents구조
Fig. 1. Unity ML-Agents Structure

그림 2. DTDE 구조
Fig. 2. DTDE Structure

그림 3. CTDE 구조
Fig. 3. CTDE Structure



The Journal of Korean Institute of Communications and Information Sciences '24-01 Vol.49 No.01

168

(Proximal Policy Optimization)[11] 알고리즘을적용했
다. PPO 알고리즘은 정책 경사 알고리즘에서 발생하
는 정책의 과한 학습으로부터 일어나는 문제를 방지

하고자 대리 함수를 이용한 범위 제한인 신뢰 구간을
만들어 안정적인 신경망의 학습을 가능하게 했다.

(1)

(2)

기존 TRPO (Trust Region Policy Optimization)[16]

알고리즘에서 복잡한 계산인 2차 미분 대신 1차미분

으로 근사화 시켜 계산량을 보완했다.

2.3.2 MA-POCA (Multi Agent Posthumous

Credit Assignment)[13]

CTDE 메커니즘중하나인 MA-POCA는에이전트

그룹의기대반환값을추정하기위해중앙집중식가
치함수를학습하고, 그룹구성원간의공헌도할당을
위해 COMA(Counterfactual Multi-Agent Policy

Gradient) 방식의반사실적기준선을적용한알고리즘
이다. 멀티에이전트학습중에피소드가끝나기도전
에 먼저 종료되는 에이전트가 존재한다. 즉, 에이전트

수가불규칙하게되고, 이로인해컴퓨팅리소스낭비
문제가 발생한다. 컴퓨팅 리소스 낭비와 공헌도 할당
문제를해결하기위해 MA-POCA 알고리즘은어텐션

층인 RSA 블록을 사용하고 COMA 알고리즘의 반사
실적 기준선을 적용한다.

(3)

i는 에피소드에서 종료되지 않고 활성화 되어있는
에이전트, j는 i를 제외한 모든 에이전트를 의미한다.

COMA 알고리즘의 이득 함수와 다르게 모든 에이전
트의 반사실적 기준선을 적용하여 이득 함수를 설정

한다. 이를통해에이전트가학습중에다른구성원보
다 먼저 에피소드가 끝난 경우에 흡수 상태를 사용하
지 않아 효율적으로 그룹에 대한 공헌도를 파악할 수

있다.

Ⅲ. 해양 전장 멀티 에이전트 강화학습 시뮬레이터

3.1 개요
본론에서는 해양 전장 환경에 적합한 시뮬레이터

구성 요소, 에이전트 및 타겟의 기능 소개, 그리고 시

뮬레이터 구조에 대해 설명한다.

시뮬레이터 환경 요소는 해양 전장 환경과 비슷하
게에이전트, 타겟, 지형, 바다, 벽으로구성된다. 군함

에셋을 이용한 에이전트와 타겟은 공격범위, 관찰 범
위를설정하고 실제와유사한 6-DOF (Six degrees of

freedom) 움직임을 갖는 군함 모델을 사용한다. 그리

고 바위 에셋을 이용한 지형은 바다 한가운데
350*350 범위에무작위로생성되며, 에이전트가충돌
할 경우 즉시 파괴된다. 또한 HEC-RAS(Hydrologic

Engineering Center’s River Analysis System)[17]의
조류 모델을 기반으로 바다를 구현한다. 또한 바다를
둘러싸는 4개의 벽으로 에이전트가 충돌할경우 즉시

파괴되어 전장 환경을 벗어나지 않도록 학습 환경을
구성한다.

시뮬레이션진행상황을보여주는세가지로그출

력화면을해양전장환경과함께구현했다. 시뮬레이

그림 4. 시뮬레이터 환경
Fig. 4. Simulator Environment

그림 5. 시뮬레이터 환경 내 오브젝트
Fig. 5. Objects in the Simulator Environment
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터환경 내에피소드 단위의시간, 스텝수그리고 각
에이전트의 누적 보상값을 출력한다.

타겟과 에이전트는 각각 한 가지, 두 가지 형태의

레이더를보유하고있다. 타겟은물체거리측정레이
더를 활용하여 사정 거리 내에 가장 가까운 에이전트
를 감지하면, 미사일을 해당 에이전트 위치로 자동으

로발사한다. 반면에이전트는물체거리측정레이더
와 물체 탐지 레이더로 구성된다. 물체 거리 측정 레
이더는 해당 에이전트와 물체 간의 거리를 측정하고,

타겟의 레이더와 동일한 기능을 수행한다. 물체 탐지
레이더는 미사일의 사정 거리 내에 위치한 물체의 상
대적인위치를감지하고그것이타겟, 에이전트, 지형,

또는벽인지를판별한다. 에이전트가타겟을탐지하는
경우 가까이 움직이고, 다른 에이전트, 지형 및 벽을
탐지하는 경우 충돌 방지를 목적으로 행동 경로를 개

선하는 등 선택적 조치를 취할 수 있다. 이러한 레이
더시스템은시뮬레이터환경내여러구성요소의특
징을 에이전트가 파악할 수 있도록 중개하는 역할을

한다. 이와 같은 기능은 무인 체계의 작동과 전투 상
황에서의 성공률을 높이기 위한 요소로 작용한다.

본 논문은 시뮬레이터에서의 멀티 에이전트 기술

적용가능여부확인을 위해 ML-Agents 내에정의된
PPO 알고리즘 및 MA-POCA 알고리즘을 활용한다.

위 알고리즘은 멀티 에이전트 강화학습 환경에서의

성능 향상을 목표로 에이전트 간의 상호작용과 협력
을 촉진하는 역할을 수행한다. 시뮬레이션을 통해 얻
은 결과를 분석하고 멀티 에이전트 기술의 실제 적용

가능성을 평가함으로써, 무인 체계의 성능 개선과 효
율성향상에기여한다. 위와같은방식을사용하여시
뮬레이터 내에서 에이전트의 학습 환경을 조정하여

원하는 학습 결과를 도출할 수 있다. 무인 체계 학습
을 진행하여 시뮬레이션에서의 결과를 토대로 멀티
에이전트 기술의 유효성을 검증하고자 한다.

3.2 전체 시뮬레이터 구조
본논문에서멀티에이전트강화학습적용무인전

함 체계 시뮬레이터 구조는 전체 시뮬레이터 동작 구
조도, 에이전트 학습 과정, 에이전트와 타겟의 클래스

다이어그램, 세 가지로 구성된다.

그림 6은 ML-Agent 구조를 적용한 시뮬레이터의
구조도 및 에이전트의 상세 기능을 설명한다. 시뮬레

이터 속 스테이지 관리자는 크게 오브젝트 생성, 값
설정, 에이전트 그룹으로 나뉜다. 오브젝트 생성의 경
우 USV인에이전트와타겟, 섬으로구성된지형을생

성한다. 즉, 해상 전장 환경에 알맞은 학습을 위한 오

브젝트들을 생성하는 역할을 수행한다. 값 설정의 경
우 오브젝트에 대한 초기 값을 설정하는 부분으로 학
습의 초기 값을 지정하는데 필요한 모듈이다. 내부적

으로 에이전트 및 타겟의 위치 값 초기화, 에이전트
및 타겟의 속성 초기화, 에피소드가 종료될 때 남은
오브젝트 삭제 역할을 수행한다. 오브젝트 생성 모듈

다음으로 동작을 수행한다. 에이전트 그룹의 경우 에
이전트를 관리하는 역할을 수행한다. 이는 멀티 에이
전트 강화학습 알고리즘을 적용하는데 필요한 동작들

을수행한다. 내부적으로에이전트를하나의그룹으로
묶어 모든 에이전트의 관찰값 및 보상값을 수집하고,

모든 에이전트가 함께 에피소드를 종료할 수 있도록

한다. 값 설정 이후에 학습 과정에서 사용된다.

에이전트는 크게 관찰, 행동, 보상 함수로 구성된
다. 관찰은타겟과의거리, 타겟의상대위치벡터, 발

사 범위에 타겟이 존재하는지 여부로 구성된다. 이러
한 관찰들은 타겟의 정보를 이용해서 다음 행동을 수
행하는데 필요하다. 행동은 크게 두가지로 움직임과

회전 기능이 있다. 움직임은 전진, 정지, 후진 움직임
으로, 회전은 좌회전, 정지, 우회전으로 구성된다. 실
제 USV와 유사한 행동으로 구성한다. 보상함수는 5

가지로, 타겟으로 가까이가는지여부, 타겟이 에이전
트의 공격 범위에 존재하는지 여부, 미사일을 발사했
는지여부, 에이전트, 타겟, 지형, 벽과 충돌했는지여

부, 미사일로 격추당했는지 여부로 구성된다. 보상함

  

  

그림 6. 전체 시스템 구조도 및 에이전트 기능
Fig. 6. Overall System Structure and agent functions
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수를 통해 에이전트가 모든 오브젝트와 충돌하지 않
고 타겟으로 가까이 접근하여 격침시키도록 유도할
수 있다. 에이전트는 관찰을 수집하고 행동을 수행하

고행동에대한결과를보상으로획득하며관찰및보
상 그리고 강화학습 알고리즘을 이용하여 내부 네트
워크를학습한다. 이러한학습된네트워크는에이전트

가 높은 기대 보상을 얻을 수 있는 행동을 수행하게
한다.

에피소드가 시작되기 전 스테이지 관리자는 먼저

에이전트, 타겟, 지형을설정한수만큼생성한다. 그리
고 에이전트들의 경우 멀티 에이전트 학습을 위해 하
나의 그룹으로 구성한다. 생성된 모든 오브젝트들의

위치를 무작위로 설정하고, 에이전트와 타겟의 경우
선체의 방향도 동시에 설정한다. 그리고 에이전트와

타겟 각각의 속성들을 초기화한다.

모든 설정이 끝난 후 에피소드가 시작되며 에이전
트는 타겟과 미사일을 통해 전투를 진행하고, 레이더

를 통해 관찰한 타겟 정보를 이용하여 행동을 수행한
다. 그리고 설정한 보상 함수를 통해 행동에 대한 보
상을획득한다. 또한획득한보상을통해에이전트학

습을진행한다. 관찰값, 행동값, 보상값에대한자세한
내용은 4.1장에서 설명한다.

에피소드가 시작될 때부터 끝날 때까지의 학습 과

정을 다음과 같이 플로우차트로 나타낼 수 있다.

학습진행에사용된 MA-POCA 알고리즘은그림 8

에서 상세히 설명한다.

에피소드가 종료되는 조건은 다음과 같다. 에이전
트가모두전멸된경우, 타겟의승리로에피소드가종
료된다. 반대로 타겟이 모두 전멸된 경우, 에이전트의

승리로에피소드가종료된다. 이외에지정한에피소드
당 스텝 수를 초과할 경우 무승부로 에피소드가 종료
된다. 에피소드가종료되는경우학습환경에남은오

브젝트의속성을초기화하고, 위치를무작위로재배치
한후다음에피소드를시작한다. 이러한과정은하이
퍼파라미터로 설정한 학습 스텝 수까지 반복한다.

그림 7. 에이전트 학습 과정 플로우차트
Fig. 7. Flowchart for the agent’s learning process

그림 8. MA-POCA 알고리즘
Fig. 8. MA-POCA Algorithm
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에이전트와타겟은각각의유니티인스펙터를통해
이동속도, 회전속도, 미사일속도, 미사일개수, 관찰
레이저 길이, 관찰 레이저 개수, 공격 범위와 같은 속

성들을 개별적으로 조절할 수 있다. (그림 9 USV 및
Target 속성 참조)

에이전트와 타겟의 기능은 서로 유사하다. 에이전

트는 이동, 누적 보상 측정, 오브젝트들과의 거리 측
정, 타겟이 시야각에 존재하는지 측정, 타겟과 가까워
지는지측정, 타겟의상대위치측정, 미사일발사, 폭

발과 같은 기능을 수행한다. 그리고 타겟은 에이전트
와의 거리 측정, 미사일 발사, 폭발과 같은 기능을 수
행한다. 타겟의경우에이전트와다르게규칙기반알

고리즘을 통해 단순한 움직임을 구현한다. (그림 9

USV 및 Target 메소드 참조)

그림 9. 에이전트, 타겟 클래스 다이어그램
Fig. 9. Agent, Target class diagram

Ⅳ. 실 험

4.1 실험 조건
본실험에서는 3장에서제안한해양전투시뮬레이

터를 이용하여 에이전트 학습을 진행하고 학습 결과

비교및성능에대한평가를진행한다. 실험에는유니
티 2022.1.21f1, ML-Agents 2.3.0-exp.3, 파이썬
3.8.5, 파이토치 1.13.0 버전을 사용했다. 그리고 학습

알고리즘으로는 IPPO 알고리즘 및 MA-POCA 알고
리즘을 사용했다.

4.1.1 실험 데이터 정보

실험은타겟과에이전트를동일한조건에서실험하

도록 조건을 설정했다. 스테이지 관리자 인스펙터 창
에서 타겟과 에이전트의 프로퍼티 수치를 동시에 조
절이 가능하다.

속성 값

에이전트 HP 200

에이전트 미사일 개수 20

에이전트 미사일 재사용 대기시간 (초) 5

에이전트 속도 (m/s) 20

에이전트 회전 속도 (°/s) 20

에이전트 미사일 속도 (m/s) 1000

에이전트 미사일 개수 20

에이전트 미사일 데미지 80

에이전트 관찰 레이더 길이 (m) 3000

에이전트 관찰 레이더 개수 400

에이전트 공격 범위 (m) 200

타겟 HP 200

타겟 미사일 개수 20

타겟 미사일 재사용 대기시간 (초) 5

타겟 속도 (m/s) 20

타겟 회전 속도 (°/s) 20

타겟 미사일 속도 (m/s) 1000

타겟 미사일 개수 20

타겟 미사일 데미지 80

타겟 관찰 레이더 길이 (m) 3000

타겟 관찰 레이더 개수 400

타겟 공격 범위 (m) 200

에이전트 개수 3

타겟 개수 3

에피소드 당 최대 스텝 수 10000

표 1. 스테이지 관리자 인스펙터
Table 1. Stage manager inspector
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타겟과 에이전트 모두 동일한 조건으로 설정했고,

미사일의데미지와 HP를조절하여서로다른팀의미
사일을 3대 맞을 때 비활성화되도록 구현했다.

관찰 레이더는 실험 스테이지의 일부를 관찰할 수
있도록레이더범위를조정했고, 레이더각도를 360도
로설정하여모든방향을모두측정할수있도록했다.

4.1.2 상태 및 행동

에이전트가 매 스텝 측정하는 관찰값은 총 106개
로, 2개는 에이전트의 정보(방향벡터 x, 방향벡터 z),

4개는 물체 거리 측정 레이더를 이용하여 측정한 가

장가까운타겟의정보(상대위치 x, 상대위치 z, 거리,

발사 범위에 존재 여부), 100개는 20개의 레이더에서
각각 5개의 정보로, 물체 탐지 레이더를 이용하여 측

정한 정보(레이더에 탐지 여부, 거리, 물체의 종류)를
사용한다.

행동의 경우 실제 수상함정과 유사한 방식으로 구

현했다. 행동 종류는 추진 장치 기반 행동과 조향 장
치 기반 행동으로 총 2가지이다. 추진 장치를 기반으
로 구현한 전진, 후진, 정지 행동과 조향 장치를 기반

으로 구현한 시계 방향 회전, 반시계 방향 회전, 정지
에 대한 행동으로 구성된다. 매 스텝 각각의 행동 종
류에서하나씩행동을선택하고, 선택한두행동을동

시에 수행한다.

관찰값 데이터 타입

방향 벡터(x) float

방향 벡터(z) float

가장 가까운 타겟의 상대 위치(x) float

가장 가까운 타겟의 상대 위치(z) float

가장 가까운 타겟과의 거리 float

가장 가까운 타겟이 발사 범위에 존재 boolean

물체 탐지 레이더 값

레이더 탐지 boolean

거리 0~1

에이전트
One - hot

Vector
타겟

벽 및 지형

표 2. 관찰값
Table 2. Observation

4.1.3 보상

행동을수행하고난후얻는보상값의종류로는크
게 특정 조건을 만족할 때 얻을 수 있는 희소 보상값

과 매 스텝 얻는 부분 보상값이 있다.

희소 보상값은 그룹과 개인으로 나뉜다. 그룹 보상
은 타겟이 모두 전멸한 경우에 얻을 수 있고, 에이전

트가 많이 생존할수록 보상을 많이 받는다. 즉, 에이
전트의 전투 수행 능력과 생존율을 높이는 방향으로
보상을 설계했다. 개인 보상은 충돌, 미사일 발사, 타

겟격추에대한 조건을만족할때얻을수있다. 이를
통해 오브젝트와 충돌을 방지하고 미사일 발사를 유
도하며 타겟을 격추하는 방향으로 행동을 유도했다.

부분 보상값은 개인에게만 주어진다. 이전 스텝에
비해현재스텝에타겟에게가까이갈경우, 에이전트
의시야각 30도안에타겟이존재하는경우, 에이전트

의 발사 범위에 타겟이 존재하는 경우 양의 보상값이
주어진다. 즉, 매 스텝에이전트가 시야각을 유지하며
발사범위 내로 타겟에게 가까이 갈 수 있도록 보상을

설계했다. 마지막으로매스텝음의보상을주어에이
전트가 효율적인 행동을 탐색하도록 유도했다.

조건 그룹 보상값

에이전트 전멸 0

타겟 전멸 5 * (남은 에이전트 수)

표 3. 그룹 희소 보상값
Table 3. Group sparse reward

특정 조건 보상값

벽, 지형, 타겟, 에이전트에 충돌했을 때 -50

미사일을 발사할 때 +10

타겟을 격추 시킬 때 +50

표 4. 개인 희소 보상값
Table 4. Personal sparse reward

조건 보상값

타겟에게 가까이 갈 때 +0.015

시야각에 타겟이 존재할 때 +0.005

발사범위에 타겟이 존재할 때 +0.02

- -0.01f

표 5. 개인 부분 보상값
Table 5. Personal partial reward

4.2 실험 내용
본실험내용에서는 4.1장에서 언급한조건들을 일

정하게 유지시키고 아군 및 적군 함정을 다양한 시나
리오에 배치하여 학습을 진행한다. 먼저 360도의 방
향을 무작위로 정한 후 적군 함정은 그림 10과 같이
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중앙에하나를배치한후그뒤로부터앞에위치한함
정의왼쪽, 가운데, 오른쪽을 무작위로 선택하여배치
했다. 그리고 아군 함정을 정중앙과 600m 떨어진 위

치에 횡대로 마주보도록 배치했다.

하이퍼파라미터설정의경우 MA-POCA[14]를참고
했다. 배치와 버퍼 크기는 각각 512, 204,800, 그리고

학습률은 0.0003을사용했으며베타는 0.006, 총학습
스텝 수는 이천만 스텝을 사용했다. 하이퍼파라미터
설정에서가장큰성능변화를보인부분은의사결정

주기이다. 이는 행동을 결정하는 시간 주기로 수치를
변경하며모의실험을진행했다. 이에대한결과는다
음과 같다.

의사결정주기가 1일때보다 5 이상에서수렴성을

보이며이를통해안정적인학습결과를확인할수있
다. 따라서의사결정주기를 5로설정했다. 그리고유
니티에서 제공하는 IPPO 알고리즘 및 MA-POCA 알

고리즘을이용하여학습을진행한후결과및성능분
석을 했다.

4.3 실험 결과
학습이진행되는동안두알고리즘모두개인보상

이 점차 증가하다 100 근방에서 수렴하는 모습을 볼
수 있다. 이 때 IPPO 알고리즘이 MA-POCA 알고리
즘보다 빠르게 보상값이 증가했다. 하지만 학습이 점

점 진행되면서 MA-POCA 알고리즘이 더 높은 보상
값을 얻는다.

에피소드 길이의 경우 학습이 진행되면서 두 알고

리즘모두점차감소한다. 그림 13와 비교할 때, 보상
값이 교차하는 근방에서 에피소드의 길이도 교차하는
모습을확인할수있다. 이를통해 MA-POCA 알고리

즘이 IPPO 알고리즘보다 학습이 완료된 시점에서 빠
른시간안에큰보상을얻고승리하는경험을터득한

그림 10. 아군 및 적군 배치 순서
Fig. 10. Arrangement order of a allies and enemies

그림 11. 의사결정주기 비교 실험 결과
Fig. 11. Result of comparative experiment on the decision
period

그림 12. 시뮬레이터 환경 내 전투 장면
Fig. 12. Combat Scenes in Simulator environment

그림 13. 두 알고리즘 보상 값 비교 (IPPO, MA-POCA)
Fig. 13. Comparison of reward values for two algorithms,
IPPO and POCA
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것을 알 수 있다.

4.4 승률 비교
IPPO 알고리즘과 MA-POCA 알고리즘으로 학습

한 모델을 이용하여 타겟의 배치가 기존과 다른 시나

리오에서 테스트를 진행했다. 100번의 에피소드를 수
행하여모든타겟을물리칠시승리, 모든에이전트가
격추될시패배, 에피소드동안승리나패배조건을달

성 못할 시 무승부의 조건을 가지고 승률을 분석했다.

표 6을통해두알고리즘모두높은승률을보이지
만 MA-POCA 알고리즘이 IPPO 알고리즘보다근소하

게승률이높은것을알수있다. 이를통해멀티에이
전트환경에서 MA-POCA 알고리즘이 IPPO 알고리즘
보다 근소하게 좋은 성능을 보이는 것을 알 수 있다.

IPPO MA-POCA

승 79 86

패 18 14

무 2 0

표 6. 승률 비교 결과
Table 6. Winning rate comparison result

Ⅴ. 결 론

본 논문에서는 해상 전함 시뮬레이터를 구현하고

멀티 에이전트 강화학습 알고리즘을 활용한 무인 협
력 모델을 제안하며 이를 통해 해양 전함 무인 체계
연구의 발전 방향을 제시한다.

시뮬레이터개발연구를통해, 무인체계분야의실
전 운용에 특화된 멀티 에이전트 강화학습 알고리즘
학습을 위한 기반을 마련한다. 멀티 에이전트 학습을

위한 최적의 시뮬레이션 환경을 제공함으로써 연구자
들은 다양한 시나리오에서 멀티 에이전트 기술을 활
용하여 멀티 에이전트 모델을 실험하고 결과를 체계

적으로 분석할 수 있다. 이를 통해 멀티 에이전트 모
델의 성능을 비교적 짧은 시간 내에 객관적으로 평가
하고 향상시킬 수 있는 기회를 제공한다.

두 개의 멀티 에이전트 강화학습 알고리즘을 이용
하여 해양 전장 시뮬레이터에서 학습을 진행한 결과,

두 알고리즘 모두 보상이 증가하고 에피소드 길이가

짧아지는것을확인할수있다. 하지만 MA-POCA 알
고리즘이 IPPO 알고리즘보다 보상값이나 에피소드
길이 측면에서 근소한 우위를 보이는 것을 확인할 수

있다. 또한 승률 비교를 통해 MA-POCA 알고리즘의
근소한 우위를 알 수 있다. 이를 통해 멀티 에이전트
해양 환경에서 MA-POCA 알고리즘이 IPPO 알고리

즘보다 근소하게 더 우수한 성능을 보임을 확인할 수
있다.

본 논문은 멀티 에이전트 강화학습 알고리즘을 활

용한무인체계자율운용을통해실제와비슷한시뮬
레이터의 형태로 제시한다. 향후 해당 시뮬레이터를
활용하여 멀티 에이전트 학습을 위해 다양한 실험 및

시나리오를 수행 및 적용함으로써 실전 해전에서의
멀티 에이전트 강화학습 알고리즘을 활용한 멀티 에
이전트 모델의 성능 발전에 있어 심층적인 탐구가 가

능하다. 시뮬레이션을 통해 얻은 결과를 토대로 현실
적이고효과적인 무인체계 임무수행 전략연구수행과
더 나아가, 실질적 임무 달성에 주요한 장치가 될 것

이다.
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